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Resumen. 


Las estimaciones de esfuerzo realizadas en la fase de planificación son críticas para proporcionar a los gestores de los proyectos la información necesaria para gestionar adecuadamente el proyecto. Una buena estimación de esfuerzo es condición necesaria para mejorar el proceso de construcción de programas. Existen varios modelos en la literatura para esa estimación, habiendo sido derivados muchos de ellos mediante regresión estadística. Recientemente se han utilizado algunas técnicas provenientes del área de inteligencia artificial, como las redes neuronales y el razonamiento basado en casos. 

En este trabajo la técnica denominada “Programación Genética” -PG- se aplica al proceso de estimación del esfuerzo. La PG se utiliza como método probabilístico para derivar ecuaciones, siguiendo el paradigma de “supervivencia del mejor adaptado”. Los resultados de la PG se comparan con los obtenidos mediante redes neuronales y regresión lineal (y estimación de curvas) en varios conjuntos de datos. Además los métodos también se comparan en diferentes muestras de esos conjuntos de datos. 
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1. La Estimación del Coste en el Proceso Software. 


Una de las cuestiones más importantes en la gestión del software es la de la estimación del coste de construcción de una sistema software. Las estimaciones dependen tanto de la cantidad como de la calidad de los datos recogidos. Uno de los métodos estadísticos más habituales para realizar predicciones a partir de los datos es la regresión lineal o multilineal. Uno de los problemas de esta técnica es el de obtener una buena aproximación frente a funciones no lineales. Las redes neuronales pueden superar algunos de estos impedimentos, pero no permiten representar simbólicamente las funciones aproximadas. En este caso, la PG puede generar ecuaciones, con un formato no predeterminado.


Así pues, nuestro interés está en las posibilidades de estimación de técnicas diferentes, aunque complementarias. La PG se presenta aquí como una nueva técnica que ayuda a descubrir simbólicamente las no linealidades existentes en los datos, comparando los resultados con los obtenidos mediante redes neuronales y regresión clásica. En un segundo tipo de análisis aplicaremos  las técnicas a tres muestras diferentes extraídas aleatoriamente (un subconjunto de los puntos se utiliza para evaluación del modelo). Los datos relacionan "esfuerzo del proyecto" con "líneas de código" o "puntos de función". En el presente trabajo, la extrapolación de las ecuaciones a otros entornos es un aspecto secundario, remarcando el interés en la comparación de los resultados con diferentes métodos. 

2. Métodos de Análisis. 


Una comparación de los diversos métodos utilizados en la literatura se puede encontrar en (5(, (9(. A continuación exponemos los utilizados aquí. 

2.1. Análisis Estadístico mediante Regresión Lineal -RL-.


RL es una técnica estadística clásica para la construcción de modelos. Se asume que la variable de salida está relacionada linealmente con las variables independientes. Para poder ajustar otras funciones se pueden efectuar diversas transformaciones en las variables. Las transformaciones más habituales son las de calcular los logaritmos de las variables. La bondad del ajuste se suele evaluar mediante el R2 y el análisis de la varianza, siendo necesario en algunos casos el análisis de los casos anómalos. Puesto que, además, la construcción de un modelo es diferente según se elija un subconjunto de los puntos o todos los puntos, también examinaremos las dos posibilidades: a) construir los modelos de estimación con todos los puntos, y b) construir el modelo con tres muestras diferentes (muestra del 66% de los casos elegida aleatoriamente) y evaluarlas en el resto de puntos del conjunto de datos correspondiente (34% de los casos). 

1.2. Redes Neuronales


Las redes neuronales son capaces de aprender la relación existente entre los datos de entrada y de salida. Se ha demostrado que determinados tipos de rn son aproximadores universales y que una RN con dos niveles es capaz de aproximar cualquier función, habiendo sido utilizadas con anterioridad en la gestión del software (4(, (16(. El principal motivo para utilizarlas aquí es la posibilidad de dejar sin especificar la relación entre la variable dependiente (esfuerzo) y la independiente.  En el lado negativo nos encontramos con que la manipulación de la RN es muy limitada, puesto que no es posible razonar sobre el contenido de la misma. 

2.3. Programación Genética.


La pg es una extensión del paradigma de los algoritmos genéticos originada a partir de los trabajos de Koza (7(, en la que las estructuras que evolucionan  son árboles que representan ecuaciones o programas. Estas técnicas de computación evolutiva (2(, encuentran la solución al problema mediante una secuencia de generaciones en las que se van seleccionando las posibles soluciones mediante el criterio de la “selección del mejor adaptado”. La pg se ha utilizado en múltiples áreas (11( (12( (15(. Aquí la PG se utiliza como método de regresión simbólica automática.  La idea es sencilla: generar aleatoriamente un conjunto inicial de ecuaciones e ir seleccionando las más adecuadas hasta que se alcanzan los límites establecidos. Las ecuaciones que se han seleccionado aquí son aquellas que han proporcionado los mejores resultados de evaluación después de múltiples simulaciones.


El número de generaciones que mejores resultados ha dado ha sido de 4 o 5. Cada simulación tenía una población inicial de 25 a 50 ecuaciones construídas aleatoriamente. El número de ecuaciones que permanecía de una generación a la siguiente es del 10%. Las nuevas ecuaciones se forman mediante: 


a) cruce: dos ecuaciones intercambian ramas, manteniendo la sintaxis de las expresiones matemáticas;


b) mutación: un término de una ecuación (función, variable o constante) se modifica aleatoriamente.


En general, la PG ha funcionado adecuadamente, proporcionando ecuaciones ajustadas a los datos. El algoritmo que construye una solución para una ecuación de regresión se describe a continuación: 
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    Figura 1.  El algoritmo.


   Figura 2. Representación de una ecuación.


Una ecuación se representa mediante una estructura de árbol. La Figura 2 representa la ecuación 
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. El conjunto de funciones utilizado es: +, -, *, /, ^, raíz cuadrada, log y exp. Las probabilidades de mutación y cruce son, respectivamente, Pm=0.8 y Pc=0.2. La medida del ajuste utilizada es el error cuadrado medio -ecm- de los valores estimados. 

2.4. Evaluación de las técnicas. 


El principal criterio para comparar los tres métodos en los conjuntos de datos es el del cálculo del valor de pred(0.25) y mmre  (3(. En el caso de la regresión lineal y estimación curvilínea se valora el R2 y otros valores estadísticos para elegir la mejor ecuación.


· Magnitud Media del Error Relativo, mmre, se define como

, donde e es el valor real de la variable, ê es su valor estimado y n es el número de proyectos. Así si el mmre es pequeño, entonces tenemos un buen conjunto de predicciones. Un criterio habitual para considerar un modelo como bueno es el de mmre ( 0.25.

· Predicción de Nivel l -pred(l)-, donde l es un porcentaje, se define como el cociente del número de casos en los que las estimaciones están dentro del límite absoluto l de los valores reales entre el número total de casos. Por ejemplo pred(0.1) = 0.9 quiere decir que 90% de los casos tienen estimaciones dentro del 10% de sus valores reales. Un criterio habitual para aceptar un modelo suele ser el de pred(0.25) ( 0.75, aunque algunos autores rebajan este requisito. 

· Coeficiente de determinación múltiple, R2 y R2 ajustado, son algunas medidas habituales en el análisis de regresión, denotando el porcentaje de varianza justificado por las variables independientes.

· Error cuadrado medio, definido para los modelos de regresión como
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3. Los Conjuntos de Datos.


En todos ellos la variable dependiente es esfuerzo medido en personas-mes o personas-día. Consideraremos sólo una variable independiente, a efectos de su comparación en este trabajo.

3.1. Datos1. Datos de Abran y Robillard.



Este conjunto de datos aparece en [1] (21 puntos). La variable independiente es “puntos de función no ajustados”.

3.2. Datos2. Datos de Miyazaki et al.


Los datos aparecen en [13] (47 puntos). La variable independiente elegida para estos datos es "miles de líneas de código -KLOC-". Fue uno de utilizados para evaluar el método de “regresión robusta” frente al método de los mínimos cuadrados.

3.3. Datos3. Una aproximación a un conjunto de datos.


Este conjunto de datos es una aproximación a los utilizados por Matson et al. (10(. Puesto que los datos originales no están disponibles hemos realizado una aproximación a partir de las figuras originales publicadas. Los resultados deben tomarse con precaución, pero el interés reside en que es un conjunto de datos relativamente grande (104 puntos).

4. Aplicación de los Métodos a los Conjuntos de Datos.


Las siguientes tablas presentan los resultados de la aplicación de los tres métodos (PG, RN y RL) a cada conjunto de datos en las dos situaciones posibles: a) utilizar los mismos puntos para la construcción y la evaluación del modelo, y b) utilizar una muestra para la construcción y el resto de puntos para la evaluación. 

4.1. Predicciones Utilizando Todo el Conjunto de Datos para la Construcción del Modelo. 

La Tabla 1 muestra cómo la PG encuentra una mejor solución para Datos1 y Datos3, y ligeramente peores en Datos2. Las redes neuronales son capaces también de aproximar los datos con aceptables resultados. Sin embargo los valores de todos los modelos andan lejos de los ideales. Curiosamente la PG no ha sido capaz de reconocer el modelo potencial de Datos2 en las 30 simulaciones realizadas. Las curvas correspondientes aparecen dibujadas en Figuas 3 a 5. Se observa un comportamiento anómalo de las funciones en la Figura 3, donde las funciones obtenidas minimizando el ecm son antinaturales. 


Con respecto a Datos3, los resultados aquí obtenidos son peores que los obtenidos con los datos reales (10(, pudiéndose deber esta diferencia a la aproximación realizada. 

Tabla 1. Nota: Aproximadamente 33 simulaciones en PG y 60 en RN.

Datos

Progr. Genética
RN
Estimación de Curva

Datos1
Equation
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Pred (0.25)
a) 30.8  b) 27.9
30.77
27.88


Mmre
b) 0.958    b) 1.031
1.1448
0.8485

4.2. Modelos utilizando un subconjunto de los datos para la construcción. 

4.2.1. Datos1. 


Tanto la PG como la RN funcionan bastante mejor que las ecuaciones de regresión. En este caso las muestras han mejorado los resultados presentados en la Tabla 1. 

Tabla 2. Datos1

Datos1

Progr. Genética
Red Neuronal
Estimación de Curva

Muestra1
Pred (0.25)
100
100
50


Mmre
0.141
0.1364
0.2727

Muestra2
Pred (0.25)
87.5
87.5
62.5


Mmre
0.158
0.1422
0.2208

Muestra3
Pred (0.25)
62.5
62.5
25


Mmre
1.086
0.6612
67.76

4.2.1. Datos2.

Tabla 3. Datos2

Datos2

Progr. Genética
Red Neuronal
Estimación de Curva

Muestra1
Pred (0.25)
0.500
56.25
37.50


Mmre
0.494
0.3403
0.3452

Muestra2
Pred (0.25)
0.500
43.75
31.25


Mmre
0.690
0.7130
0.8411

Muestra3
Pred (0.25)
0.500
56.25
37.5


Mmre
0.457
0.3496
0.2911


También en este caso la GP y las RN mejorar los resultados de la estadística clásica. 

Las muestran mejoran los resultados de la Tabla 1.

4.2.3. Datos3. 


Resultados ligeramente favorables a la PG. La Figura 8 ilustra gráficamente las curvas obtenidas.

Tabla 4. Datos3
Datos4

Progr. Genética
Red Neuronal
Estimación de Curva

Muestra1
Pred (0.25)
31.4
31.43
28.57


Mmre
1.199
1.1381
0.8363

Muestra2
Pred (0.25)
31.4
25.71
25.71


Mmre
0.485
0.6045
0.494

Muestra3
Pred (0.25)
28.6
31.43
20.0


Mmre
1.029
1.0621
0.804

5. Conclusiones.

5.1. Tres métodos diferentes.


Hemos visto que tanto la PG como las RN son capaces de modelar la relación esfuerzo-tamaño de una manera comparativamente igual o mejor que los métodos clásicos estadísticos. 


La PG nos muestra además mucha flexibilidad a la hora de representar de manera simbólica la relación buscada. En este sentido, es preferible a las RN, puesto que éstas, aunque pueden aproximar cualquier función no pueden expresarla de manera simbólica. Puesto que la PG trata de ajustar una línea a los puntos proporcionados, a veces nos presenta curvas que se enfrentan con sentido común. La práctica ideal consistiría en utilizar varias técnicas como “prueba de seguridad”.

5.2. Muestras versus datos completos. 


También hemos podido comprobar que la asunción habitual que un modelo construído y evaluado con todos los puntos del conjunto de datos proporciona mejores resultados que si se construye sobre una muestra de los puntos y se evalúa en el resto no es cierta, al menos en los casos aquí presentados. No obstante, no se puede generalizar directamente sin considerar el entorno específico. De hecho, en algunos casos, las muestras han proporcionado mejores resultados que todo el conjunto de datos. 

5.3. Estimación del esfuerzo.

Una conclusión evidente que se desprende de los datos y de las figuras es que es difícil obtener buenos resultados en la estimación del esfuerzo de los proyectos software, tal como evidencian los valores de PRED(0.25) y MMRE. La calidad de los datos parece ser un factor más importante que el método utilizado. También nos puede indicar esto que son necesarias más variables y factores para cuantificar el esfuerzo que una simple variable de tamaño. 


No ha aparecido ningún modelo que pueda ser un patrón general de la relación tamaño‑esfuerzo. Las funciones cuadráticas se han propuesto como uno de los posible modelos generales por Hu (6(, habiendo aparecido algunas de estas mediante PG en la Tabla 1.  Esta cuestión está relacionada directamente con la de con qué datos se construye el modelo. La elección de la muestra es relevante para la selección del modelo. 


La elección de la variable independiente tampoco parece ser un factor importante, puesto que tanto las KLOC (Datos2), como los “puntos de función” (Datos3) sólo proporcionan resultados medianamente buenos para Datos2. Datos1 presenta un buen comportamiento en todos los casos.


Los resultados indican que la estimación algorítmica es aceptable sólo en determinados casos. La conocida medida de los “puntos de función”  se comporta adecuadamente en Datos1 pero deficientemente en Datos3.


Uno de los problemas que quedan por resolver es la manera de construir un modelo a partir de los datos. Las referencias en la literatura son contradictorias, proponiéndose tanto la utilización de muestras como la depuración del conjunto inicial de puntos. Estas opciones son incompatibles: bien se escoge una muestra o se eligen todos los puntos para la derivación de una ecuación. La primera opción parece estadísticamente más adecuada para la predicción, siendo la segunda más conveniente para buscar una “función económica de producción de software”. Las medidas utilizadas en el presente trabajo Pred(0.25) y  Mmre están orientadas hacia la predicción. El ajuste a los datos ha venido dato por el cálculo del ecm.


La cuestión fundamental subyacente es la de definir qué es lo que quieren los estimadores con respecto a sus datos. Si se desea realizar predicciones sin necesidad de manipular el modelo subyacente entonces las RN pueden ser el método adecuado. En caso de necesitar una ecuación simbólica se debe recurrir a la PG o a la regresión lineal para una estimación de curvas. Puesto que la PG es capaz de generar ecuaciones excesivamente ajustadas a los datos, es necesaria la utilización de las técnicas clásicas para la elicitación del modelo. 
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Appendix A. Dibujo de las curvas para los conjuntos de datos.
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Figuras 3 a 5. Corresponden a los conjuntos de datos Datos1 a Datos3, respectivamente. Las ecuaciones se construyen con todos los puntos. Las líneas continuas y a trazos representan las ecuaciones obtenidas mediante Programación Genética. Las líneas raya-punto han sido obtenidas mediante estimación de curvas y regresión lineal.  Todas representan las ecuaciones óptimas.
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Figuras 6 a 8. Corresponden a los conjuntos de datos Datos1 a Datos3, respectivamente. Las ecuaciones se construyen con una muestra y se evalúan en el resto de puntos. Las líneas continuas son las obtenidas mediante Programación Genética. Las líneas a trazos son las obtenidas mediante regresión lineal. Hay tres líneas en cada caso, una por cada muestra.

Figura 5








Figura 3                                                                                         Figura 4








Figura 7





Figura 6














Figura 8








13

_958137591.unknown

_958137875.unknown

_958246229.unknown

_958137746.unknown

_958137654.unknown

_957991536.doc


cuadrado







999.9







22222







loc







loc







_







*







*












_957998802.unknown

_958078166.unknown

_957216556.unknown

_957991490.doc
Algoritmo de Programación Genética



Generar población inicial (tamaño N) de ecuaciones



Mientras haya generaciones para simular hacer



Evaluar adaptaciónde cada ecuación




Por cada ecuación en la población 





Seleccionar aleatoriamente una de 





a) Mutación con probabilidad Pm





b) Cruce con probabilidad Pc





c) Reproducción directa con prob. (1- Pm -Pc)





Añadir la nueva ecuación a la población




finpor


finmientras


_957216627.unknown

_927485536.unknown

